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밑바닥부터 시작하는딥러닝 8장
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검색엔진에 적용된 딥러닝 모델 방법론
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검색엔진에 적용된 딥러닝 모델 방법론
검색엔진에 적용된 딥러닝 모델 방법론 
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History of Vision AI

	1. Vision의 변천사
Tae Young  Lee
 


	2. 영상인식 작업 요약
-  분류 : 영상 전체에 대한 분류
- 위치 탐지 : 영상내에서 대상의 위치 탐지
- 영상 인식 : 위치탐지와 대상의 분류
http://cs231n.stanford.edu/
 


	3. https://towardsdatascience.com/top-10-cnn-architectures-every-machine-learning-engineer-should-know-68e2b0e07201
  


	4. https://www.researchgate.net/figure/Algorithms-of-CNN-backbone-object-detection-and-semantic-segmentation-A-CNN_fig3_349931814
  


	5. CNN Backbone
  


	6. GoogLeNet 출현배경
CNN의 성능을  향상시키는 가장 직접적인 방식은 망의 크기를 늘리는 것. (Deeper and Deeper)
여기서 망의 크기를 늘린다는 것은 단순하게 망의 layer 수(depth)를 늘리는 것뿐만 아니라, 각 layer에 있는 unit의 수(width)도 늘리는 것.
특히 ImageNet 데이터와 같이 대용량 데이터를 이용해 학습을 하는 경우는 거의 필수적임
2013년까지는 CNN 망의 깊이가 10layer 미만이었지만,
2014년의 대표주자인 GoogLeNet과 VGGNet은 각각
22layer와 19layer로 깊어지게 된다. 물론 top-5 에러율도 각각
6.7%와 7.3%로 낮아짐
AlexNet의 결과가 나온 뒤 불과 2년 만에 에러율을 약 10%정도
낮춤
2015년 우승을 한 ResNet은 망의 깊이가 152layer로 더욱
깊어지게 되며, top-5 에러율도 3.57%로 더욱 낮아지게 됨
망이 커지면 부작용이 나타남
망이 커지면 커질수록 free parameter의 수가 증가하게 되어
overfitting에 빠질 가능성이 높아짐 또한 망의 크기가 커지면
그만큼 연산량이 늘어나게 되어 필터의 개수가 증가하게 되면
연산량은 제곱으로 늘어남
 


	7. GoogLeNet과 Inception
구글의 연구팀은  망을 더 깊게 하여 성능 향상을
꾀하면서도 연산량의 증가를 늘리지 않는 CNN
구조를 개발하기 위해 많은 연구를 수행
https://itrepo.tistory.com/35
 


	8. GoogLeNet의 핵심 철학  및 구조
GoogLeNet의 핵심 설계 철학은 주어진 하드웨어 자원을 최대한 효율적으로 이용하면서도 학습 능력은 극대화 할 수 있도록
깊고 넓은 망을 갖는 구조를 설계하는 것
인셉션 모듈에 있는 다양한 크기의 convolution kernel(파란색)을 통해
다양한 scale의 feature를 효과적으로 추출하는 것이 가능
인셉션 모듈 내부의 여러 곳에 사용되는 (노란색)1X1 convolution layer를
통해, 연산량을 크게 경감시킬 수 있게 되어, 결과적으로 망의 넓이와
깊이를 증가시킬 수 있는 기반이 마련됨
이 인셉션 모듈을 통해 NIN(Network-in-Network) 구조를 갖는 deep CNN
구현이 가능하게 됨
GoogLeNet에는, 아래 그림과 같이 총 9개의 인셉션 모듈이 적용
https://www.slideshare.net/taeyounglee1447/historyofcnn
 


	9. Auxiliary classifier
망이 깊어지면서  생기는 큰 문제 중 하나는 vanish gradient
문제이며, 이로 인해 학습 속도가 아주 느려지거나
overfitting의 문제가 발생함
GoogLeNet에서는 이 문제를 극복하기 위해 Auxiliary
classifier를 중간 2곳에 둠
학습을 할 때는 이 Auxiliary classifier를 이용하여 vanishing
gradient 문제를 피하고, 수렴을 더 좋게 해주면서 학습
결과가 좋게 됨
논문 리서치
> Deeply supervised nets
> Training Deeper Convolutional Networks with Deep
SuperVision
Liwei 연구팀은 초기(10~50)번 정도의 iteration을 통해
gradient가 어떻게 움직이는지 확인을 하고, 그 위치에
Auxiliary classifier를 붙이는 것이 좋다고 논문에서 밝힘
https://m.blog.naver.com/laonple/220710707354
 


	10. Inception의 출현 배경
통상적인  CNN의 구조를 보면, convolutional layer 뒤에 pooling layer를 두고, feature-map의 grid(해상도) 크기를 줄이는 것이
일반적
하지만 inception module을 보면, 여러개의 convolution layer와 pooling layer가 나란히 있는 독특한 모양임
효과적으로 해상도(gird size)를 줄이는 방법
- grid 크기를 줄이는 대표적인 방식은 convolution을 수행할 때 stride를 1이상의 값으로 설정하거나 pooling을 사용하는 것
Szegedy(GoogLeNet 설계자중 한 명)는 자신의 논문(Rethinking the inception architecture for computer vision)에서 아래과 같은
구조를 제시
Pooling layer 및 convolution layer를 나란하게 배치하고, 최종
단에 stride 값에 “2”를 적용하게 되면, 결과적으로 5X5, 3X3
convolution을 통해 local feature를 추출하면서 stride 2를 통해
크기가 줄고, 또한 pooling layer를 통해서도 크기를 줄이고 그
결과를 결합하는 방식이다.
오른쪽은 왼쪽보다는 좀 더 단순한 방법으로 stride 2를 갖는
convolution을 통해 320개의 feature-map을 추출하고 pooling
layer를 통해 다시 320개의 feature-map을 추출함으로써효율성과
연산량의 절감을 동시에 달성할 수 있게 되었다.
 


	11. VGGNet
2014년 ILSVRC에서 GoogLeNet과  함께 큰 주목을 받은 팀은 Oxford 대학교의 VGGNet 팀이다.
VGGNet연구팀의 논문 “Very deep convolutional networks for large-scale
image reconginition”에서 밝혔듯이, 원래는 망의 깊이(depth)가 어떤 영향을
주는지 연구를 하기 위해 VGGNet을 개발함 (기본조건 : Receptive field 3X3)
 


	12. VGGNet의 구조
  


	13. VGGNet Experiments을 통해  본 단점
VGGNet은 AlexNet이나 ZFNet처럼, 224X224크기의 color 이미지를 입력으로
받아들이도록했으며, 1개 혹은 그 이상의 convolutional layer 뒤에 max-pooling
layer가 오는 단순한 구조로 되어 있다. 또한 CNN구조 처럼, 맨 마지막 단에
fully-connected layer가 온다.
VGGNet의 단점은 GoogLeNet 저자 Szegedy가 비판을 했던 것처럼, 파라미터의
개수가 너무 많다는 점이다. 아래 표를 보면 알 수 있는 것처럼, GoogLeNet의
파라미터의 개수가 5million 수준이었던 것에 비해 VGGNet은 가장 단순한
A구조에서도 파라미터의 개수가 133million으로 엄청나게 많다.
그 결정적인 이유는 VGGNet의 경우 AlexNet과 마찬가지로 최종단에
fully-connected layer 3개가 오는데 이 부분에서만 파라미터의 개수가 약
122million개가 온다. 참고로 GoogLeNet은 FC layer가 없다.
 


	14. VGGNet Experiments Architecture
  


	15. ResNet (Residual Net)  의 출현 배경
ResNet(Residual Net)의 설계자 ‘Kaiming He’ R-CNN의 속도 문제를 해결한 SPPNet은 ConvNet을 이용하여 detection분야
성능을 크게 개선함
깊은 망의 문제점
1> Vanishing/Exploding Gradient 문제: CNN에서 파라미터 update를 할 때, gradient값이 너무 큰 값이나 작은 값으로
포화되어 더 이상 움직이지 않아 학습의 효과가 없어지거나 학습 속도가 아주 느려지는 문제가 있다. 망이 깊어질수록 이
문제는 점점 더 심각해지며, 이 문제를 피하기 위해 batch normalization, 파라미터의 초기값 설정 방법 개선 등의 기법들이
적용되고 있지만, layer개수가 일정 수를 넘어가게 되면 여전히 문제를 발생하게 된다.
2> 더 어려워지는 학습 방법: 망이 깊어지게 되면, 파라미터의 수가 비례적으로 늘어나게 되어 overfitting의 문제가
아닐지라도 오히려 에러가 더 커지는 상황이 발생한다.
CIFAR-10학습 데이터를 20-layer와
50-layer비교실험
학습오차와 테스트 오차 모두 56-layer가 나쁘다.
이것을 해결하기 위해 deep residual
learning개념이 나오게 되었다.
 


	16. Residual Learning 알아보기
위와  같은 구조의 평범한 CNN망
이 평범한 망은 입력 x를 받아 2개의
weight layer를 거쳐 출력 H(x)를 냄
학습을 통해 최적의 H(x)를 얻는 것이
목표이다.
Residual Learning의 기본 블락
F(x) = H(x) - x → H(x) = F(x) + x
2개의 weight layer는 H(x) - x 를 얻도록
학습, 결과적으로 출력값은 F(x) + x가
된다. 최적의 경우 F(x)=0
Identity shortcut 연결
- 깊은 망도 쉽게 최적화 가능
- 늘어난 깊이로 인해 정확도
개선
 


	17. ResNet Experiments
ResNet팀은 망을  설계하면서 VGGNet의 설계 철학을 많이 이용하여 대부분의 convolutional layer는 3X3 kernel을 갖다록 하였으며 아래 2가지 원칙을
지켰다. 또한 복잡도(연산량)를 줄이기 위해 max-pooling(1곳 제외), hidden fc, dropout등을 사용하지 않았다.
1. 출력 feature-map 크기가 같은 경우, 해당 모든 layer는 모두 동일한 수의 filter를 갖는다.
2. Feature-map의 크기가 절반으로 작아지는 경우는 연산량의 균형을 맞추기 위해 필터의 수를 두 배로 늘린다. Feature-map의 크기를 줄일 때는
pooling을 사용하는 대신에 convolution을 수행할 때, stride의 크기를 “2”로 하는 방식을 취함
표를 보면 18-layer와 34-layer는 동일한 구조를
사용함
다만 각 layer에 있는 convolutional layer 수만 다르다.
 


	18. ImageNet result
  


	19. Paper (EfficientNet)
https://arxiv.org/abs/1905.11946
  


	20. Preview
최근에 모델의 크기를  키움으로써 성능을
높이는 방향의 연구가 많이 이루어졌다.
모델을 크게 만드는 것은 3가지 방법이
있는데,
1. network의 depth를 깊게 만드는 것
2. channel width(filter 개수)를 늘리는 것
(width가 넓을수록 미세한 정보가
많이 담아짐)
3. input image의 해상도를 올리는 것
EfficientNet은 이 3가지의 최적의 조합을
AutoML을 통해 찾은 논문이다. 조합을
효율적으로 만들 수 있도록 하는 compound
scaling 방법을 제안하며 이를 통해 더 작은
크기의 모델로도 SOTA를 달성한 논문이다.
 


	21. Abstract
● 한정된 자원으로  최대의 효율을 내기 위한 방법으로
model scaling(depth, width, resolution)을
시스템적으로 분석하여 더 나은 성능을 얻고자 한다.
● 새로운 scaling 방법으로 compount coefficient를
제안한다.
● 이를 바탕으로 찾은 효율적인, 기본이 되는 모델
EfficientNet을 소개한다.
● ImageNet에서 기존 ConvNet보다 8.4배 작으면서 6.1
배 빠르고 더 높은 정확도를 갖는다.
 


	22. Introduction
● ConvNet의 크기를  키우는 것은 널리 쓰이는
방법이다.
● 그러나 제대로 된 이해를 바탕으로 이루어지지는
않았던 것 같다.
● 그래서 scaling하는 방법을 다시 한 번 생각해보고
연구하는 논문을 제안한다.
○ 그 방법이 compound scaling method이다.
● 이 방법을 MobileNets와 ResNet에서 검증해보고자
한다.
○ 그림 1이 결과를 보여주고 있다.
Related Work
ConvNet Accuracy
AlexNet 이후 ImageNet competition에서 더 깊어지고
커지면서 정확도가 높아지는 모델들이 여럿 발표되었다.
최근 발표되는 모델들은 ImageNet뿐만 아니라 다른
데이터셋에서도 잘 작동한다. 그러나 정확도는 높아졌지만,
사용하는 자원 역시 크게 늘어났다.
ConvNet Efficiency
깊은 ConvNets는 좀좀 over-parameterized된다. 효율을
높이기 위해 모델 압축하는 여러 기법이 제안되었다:
SqueezeNets, MobileNets, ShuffleNets 등.
Model Scaling
- ResNet(ResNet-18, ResNet-50, ResNet-200)은 깊이를
달리 하였다.
- MobileNets는 network width를 달리 하였다.
- 또한 이미지 해상도가 높아지면 (찾아낼 정보가 많아서)
정확도를 높아진다. (물론 계산량도 많이 늘어난다.)
 


	23. Model Architecture
EfficientNet은 메인으로  mobile inverted bottleneck convolution (MBConV)블럭을
사용한다.
MBConV블록을 이해하기 위해서는 아래 두 내용을 이해해야 한다.
- Depthwise separable conv (MobileNetV1에서 처음 제시)
- Squeeze-and-Excitation(SE)
Depthwise Separable Convolution (Depthwise Conv + Pointwise Conv) 개념 제시
1) Depthwise Conv
모든 채널에 한번에 컨볼루션 연산을 적용하는 것 대신에 이미지 혹은 피쳐맵을 각 채널
별로 쪼개서 컨볼루션 연산을 적용 (RGB)
- 인풋의 feature(특징) 을 그냥 Conv보다 적은 양의 파라미터로 캡쳐할 수 있음
2) Pointwise Conv
필터의 크기가 1로 고정되어 있는 1-D Convolution으로 여러 개의 채널을 하나의
새로운 채널로 합치는 역할
- 채널의 수를 조절 (차원 감소 → 연산량 감소)
기존 convolution보다 MobilenetV2에서 k=3(3*3 depthwise seperable convolutions)을
사용한다고 할 때 연산비용은 기존대비 8~9배 정도 감소
(약간의 정확도 감소
 


	24. Paper (MobileNetV2)
https://arxiv.org/abs/1801.04381
  


	25. MobileNetV2 구조
Linear bottleneck을  갖는 inverted residual구조 제안
(mobile inverted bottleneck conv)
1) Linear Bottleneck
- Depthwise Separable Convolution에서 Pointwise
Convolution의 연산량이 많아지기 때문에 이러한 계산량
부담을 인식하고 이전 layer인 Depthwise Convolution에 연산
비중을 올리는 테크닉을 제안
- Manifold개념 (“고차원의 채널은 사실 저차원의 채널을 잘
표현할 수 있다")을 제안해 이 가설을 가지고 1x1 Pointwise
Conv을 먼저 수행해 채널 수를 늘리고 Depthwise Conv를 진행
- 그 후에 다시 input의 channel개수를 줄이는 bottleneck block구조
⇒ Expansion Layer(pointwise conv)으로 채널 수를 늘리고
depthwise convolution을 수행한 후 projection layer을 통해 다시
input의 channel 개수로 줄이는 bottleneck block의 구조
 


	26. ReLU6 activation
- Projection  layer를 제외한 다른 레이어에서 사용
- 기존 ReLU에서는 positive region에 상한선이 없음
- ReLU6는 positive region에서 maximum value6를 넘지
못하게
하는 activation function
- ReLU6는 integer의 bit를 3bit로 고정 가능
낮은 차원의 압축된 표현을 입력으로 받아 높은 차원으로 먼저
확장한 뒤,
depthwise convolution필터를 통고시킨 뒤, linear convolution을
통해 다시 낮은 표현으로 바꿈으로서 메모리 접근을 줄인다.
 


	27. Depthwise Separable Convolution과  Linear Bottleneck을 합침
기존의 residual connection을 반대로 뒤집은 형태로서 inverted residual라고
부름(기존은 채널 감소→학습(DSC)→채널 복구 방식이지만, inverted
residual은 채널 증가→학습(DSC)→채널 감소 방식)
- gradient vanishing문제 해결:layer가 깊어질수록 미분을 점점
많이 하기 때문에 output에 영향을 끼치는 weight의 정도가 학습을
할 수록 작아짐
- ReLU는 필연적으로 정보손실을 야기하기 때문에 차원이 적을 때
ReLU를 사용하면 성능을 저하되는 문제 해결: 채널이 많을수록
ReLU가 정보 손실을 발생시켜도 다른 채널에서 정보가 유지될 수
있음 ⇒ 먼저 input에 1x1 pointwise convolution으로 채널수를
확장하고 ReLU6가 포함된 Depthwise convolution을 진행
Input Data와 Output Data의 크기가 작기 때문에 메모리 효율적
 


	28. Paper (SENet)
https://arxiv.org/abs/1709.01507
  


	29. Squeeze and excitation  network
모델 성능 향상을 위해 추가함
Squeeze and Excitation과 같이 Feature를 쥐어짜냈다가, 다시 증폭
Se block은 기존의 네트워크에 가져다 붙여 사용 가능
- Inception과 ResNet에 해당 모듈을 붙여 테스트 결과 ImageNet
DataSet에 대해 기존 모델의 정확도를 0.6%가량 향상시킴
1) Squeeze 각 채널들의 중요한 정보만 추출해서 가져가겠다는뜻
Global Average Pooling(GAP)을 통해 각 2차원의 특성맵을 평균내어 하나의
값을 얻는 방식으로 squeeze를 실행함. GAP가 Feature들을 1차원 벡터라
변경해서 HxWxC크기의 특성맵을 1x1xC로 압축함
2) Excitation 활성화
중요한 정보들을 압축(Squeeze)했다면 재조정(Recalibration)을 하는 과정. 두
개의 Fully-Connected(FC)층을 더해줘서 각 채널의 상대적 중요도를
알아냄.(채널 간 의존성(channel-wise-dependencies)을 계산)
GP→FC→ReLU→FC→Sigmoid로 SE Block이 구성되어 있는데 channel
descriptor vector를 선형 변환 시키고, ReLU를 씌우고, 또 선형 변환시킨 뒤
Sigmoid함수를 pointwise로 적용한 것이다. 마지막에 Sigmoid함수를 지나면서
excitation operation을 거친 스케일 값들이 모두 0과 1사이의 값을 가지기
때문에 채널들의 중요도에 따라 스케일된다.
 


	30. Compound Model Scaling
1.Problem  Formulation
https://greeksharifa.github.io/computer%20vision/2022/03/01/EfficientNet/
2.Scaling Dimensions 3.Compound Scaling
 


	31. EfficientNet Architecture
  


	32. Object Detection
  


	33. Two-Stage Detector
위치를 찾는  문제(localization)
물체가 있을법한 위치를 찾는다.
하나의 이미지 안에서 사물이 존재할 법한 위치를 찾아 나열하는 과정을 region proposal이라고 한다.
위치에 대한 정보를 제안한다.
분류(classification) 문제
각각의 위치에 대해서 class를 분류한다.
여기서 regression은 이미지 내의 사물이 존재하는 bounding box를 예측하는 문제이다.
 


	34. Paper (R-CNN)
https://arxiv.org/abs/1311.2524v5
  


	35. R-CNN
Selective search를 이용해  2,000
개의 RoI(Region of Interest)를 추출
각 RoI에 대하여 warping을 수행하여
동일한 크기의 입력 이미지로 변경
Warped image를 CNN에 넣어서
(forward) 이미지 feature (vector)를 추출
해당 feature를 SVM에 넣어 class
분류 결과를 얻음
각 class에 대해 독립적으로
훈련된 binary SVM을 이용
해당 feature를 regressor에 넣어 위치(bounding box)를 조절해
예측
 


	36. R-CNN의 한계점
입력 이미지에  대해여 CPU 기반의 selective search를 진행하므로 많은 시간이 소요된다.
전체 아키텍처에서 SVM, Regressor 모듈이 CNN과 분리되어 있다.
- CNN은 고정되므로 SVM과 Bounding Box Regression 결과로 CNN을 업데이트할 수 없다. (end-to-end
방식으로 학습 불가능)
모든 RoI를 CNN에 넣어야 하기 때문에 2,000번의 CNN 연산이 필요하다.
- 학습과 평가 과정에서 많은 시간이 필요하다.
 


	37. Paper (Fast R-CNN)
https://arxiv.org/abs/1504.08083
  


	38. Fast R-CNN
● 기존  R-CNN의 성능을 개선했다.
○ 속도적인 측면에서 많은 향상이 있었다.
● Feature map을 뽑기 위해 CNN을 한 번만 거친다.
● CNN 구조 상, feature map은 input image에 대해 각각의 위치에 대한 정보를 어느정도 보존하고 있다.
● 이후에 RoI pooling을 통해 각각의 region들에 대해 feature에 대한 정보를 추출한다.
● 기본적인 CNN 네트워크를 이용해 softmax layer을 거쳐 각각의 class에 대한 probability를 구한다.
 


	39. ROI Pooling Layer
각  RoI영역에 대하여 맥스 풀링(Max Pooling)을 이용해 고정된 크기의 벡터(vector)
를 생성
 


	40. Paper (Faster R-CNN)
https://arxiv.org/abs/1506.01497
  


	41. Faster R-CNN
● 병목(bottleneck)에  해당하던 Region Proposal 작업을 GPU 장치에서 수행하도록 한다. (RPN 적용)
○ 전체 아키텍처를 end-to-end로 학습 가능합니다.
● RPN(Region Proposal Network)는 Region
proposal을 위한 모든 연산을 GPU 상에서
가능하도록 한다.
○ Selective search의 시간적인
단점을 해결한 대안
● Feature map을 보고 어느 곳에 물체가
있을 법한지 예측할 수 있도록 한다.
● 한 번의 forwarding만 수행하면 바로 어느
곳에 물체가 있을 법한지 예측할 수 있다.
RPN은 단순히 물체가 있을법한 위치를
제안하는 역할이므로, 전체 class에 대한
결과가 아닌 물체가 있는지 없는지에 대한
여부만 두 개의 output으로 알려준다.
Regression layer은 bounding box의 위치를
잘 예측할 수 있도록 한다.
 


	42. Region Proposal
물체가 있을  법한 위치 찾기(Region Proposal) : Sliding Window
● 이미지에서 다양한 형태의 윈도우(window)를 슬라이딩(sliding)하여 물체가 존재하는지 확인함.
○ 너무 많은 영역에 대하여 확인해야 한다는 단점이 있다
Faster R-CNN은 sliding window 방식을 사용
 


	43. Selective Search
물체가 있을  법한 위치 찾기(Region Proposal) : Selective Search
● 인접한 영역(region)끼리 유사성을 측정해 큰 영역으로 차례대로 통합해 나간다. ( R-CNN / Fast R-CNN)
 


	44. 발전 방향
https://bigdaheta.tistory.com/60
  



	46. Object Detection 정확도  측정 방법
모든 영역에 대하며 전부 사물이 존재한다고 판단을 하면 재현율은 높아지지만, 정확도는 떨어진다.
매우 확실할 때만 (confidence가 높을 때만) 사물이 존재한다고 판단하면 정확도는 높아지지만, 재현율은 떨어진다.
 


	47. Average Precision
● 일반적으로  정확도(Precision)와 재현율(Recall)은 반비례 관계를 가집니다.
● 따라서 Average Precision으로 성능을 평가하는 경우가 많다. (단조 감소 그래프로 넓이를 계산)
mAP : mean Average Precision
 


	48. Intersection over Union  (IoU)
● IoU란 두 바운딩 박스가 겹치는 비율을 의미한다.
○ 성능 평가 예시 : mAP@0.5는 정답과 예측의 IoU가 50%이상일 때 정답으로 판정하겠다는 의미이다.
○ NMS 계산 예시 : 같은 클래스(class)끼리 IoU가 50%이상일 때 낮은 confidence의 box를 제거한다.
- IoU는 true positive인지 false positive인지 결정할 수 있는 기준이다.
- Object detection 모델이 도출해낸 bounding box가 실제 정답 bounding box와 유사한지 평가하는
척도이다.
 


	49. One-Stage Detector
위치를 찾는  문제(localization)
물체가 있을법한 위치를 찾는다.
하나의 이미지 안에서 사물이 존재할 법한 위치를 찾아 나열하는 과정을 region proposal이라고 한다.
위치에 대한 정보를 제안한다.
분류(classification) 문제
각각의 위치에 대해서 class를 분류한다.
여기서 regression은 이미지 내의 사물이 존재하는 bounding box를 예측하는 문제이다.
 


	50. Paper
https://arxiv.org/abs/1506.02640
  


	51. YOLO : You  Only Look Once
2016년 6월 27일, 미국 라스베이거스에서 열린 컴퓨터비전
및 패턴인식 학회인 CVPR 2016에서 YOLO가 공개
워싱턴 대학교 컴퓨터공학부에서 대학원을 다니던 중이었던
조셉 레드몬(Joseph Redmon)이 발표한 논문
그가 공개한 YOLO에서 상당한 주목을 받았던 특징은 무려
객체 감지를 실시간으로 해낸다는 점이었습니다. 기존에도
사진을 통해 이미지를 분석하는 알고리즘들이 존재하였으나
정확도를 높일수록 그만큼 동작 시간이 늘어나는 단점을
갖고 있었습니다. 높은 정확도를 보여주면서 이미지에 해당
객체에 대해 표시까지 해주는 Mask R-CNN의 경우 아무리
빨라도 5fps의 성능을 나타낸 한편 YOLO의 경우 객체
정확도가 그리 높지 않지만 실시간에 근접하는 45fps의
성능을 보여줌
 


	52. YOLO의 핵심 동작  원리
먼저 입력 이미지를 S x S 그리드셀로 나눈 다음 각
그리드셀에서 물체의 중앙에 가까운 셀이 객체를 탐지하는
역할을 맡게됩니다. 각 그리드셀은 Bounding Box와 객체
속성 클래스에 대한 신뢰도를 추정하고 이를 가지고
이미지에서 객체를 찾아내게 됩니다.
Bounding Box는 중심좌표인 X, Y, 가로, 세로 크기 정보와
신뢰도(Confidence Score)수치를 가지고 있습니다. Score는
Bounding Box가 물체를 영역으로 제대로 잡고 있는지와
객체의 속성 클래스를 잘 예측하였는지를 나타냅니다.
본 논문에서는 Score를 간단하게 Pr(Object) ∗ IoU로
정의하고 있는데, Pr(Object)는 Bounding Box 안에 물체가
존재할 확률을 나타냅니다.
여기서 IoU는 Bounding Box에 감지된 객체가 실제 Ground
Truth와 얼마나 일치하는지를 나타내는데 유용하게 사용되는
방식
총 24개의 CNN 레이어 계층으로 구성되어 있으며, 기존 신경망인 GoogLeNet을 사용하여 이미지
분류에 사용
 


	53. YOLO의 문제
그림에 따르면  7 x 7의 그리드셀 기반의 텐서가 결과값으로 나오며 각 그리드셀은 길이 30의 벡터로 이루어진 텐서임을 알
수 있습니다.
텐서 내 각 그리드셀의 벡터 내의 30개의 값을 살펴보면 처음 5개와 그 다음 5개의 값은 Bounding Box의 중앙 x,y값과
Bounding Box의 높이h 와 너비 w, 해당 객체에 대한 신뢰도(Bounding Box 내에 객체가 있을 확률)인 c로 구성되어
있습니다. 즉 각 그리드셀 하나당 2개의 Bounding Box를 예측하고 있음을 알 수 있습니다.
그 이후 20개의 값은 학습된 20개의 객체 클래스 종류 중 해당 객체일 확률을 나타냅니다. 즉, Bounding Box의 객체가 '개'일
확률이 높다면 '개'에 해당되는 객체 클래스 인덱스의 값이 높고, 나머지는 0에 가깝게 낮을 것으로 기대할 수 있습니다.
그런데 각 그리드셀이 2개의 Bounding Box를 찾는 과정에서 다음과 같이 하나의 객체에 대해 과도한 양의 Bounding
Box가 감지되는 경우가 발생
 


	54. YOLO의 문제 해결  접근법
YOLO에서는 이러한 문제점을 해결하기 위해
Non-max suppresion을 사용합니다. 위의
이미지에서 보시듯이 각 그리드셀이 2개의
Bounding Box들 중에서 겹치는 내용은 모두 제거한
다음 확률이 가장 높은 Bounding Box를 남김으로서
해당 객체에 대해 Bounding Box를 올바르게 표시할
수 있도록 해 준다.
YOLO의 Loss는 크게 3가지로 분류할 수 있다.
1. 인공신경망이 예측한 Bounding Box가
Ground Truth와 얼마나 일치하는지에 대한
오차를 나타냅니다. 각 셀별로 객체가 감지된
Bounding Box를 Ground Truth와 비교하여
이를 Loss로 나타냅니다.
 


	55. NMS (Non Maximum  Suppression)
● 객체 검출(object detection)에서는 하나의 인스턴스(instance)에 하나의 bounding box가 적용되어야 한다.
○ 따라서 여러 개의 bounding box가 겹쳐 있는 경우에 하나로 합치는 방법이 필요하다.
- 중복된 bounding box를 줄이는
방법
 


	56. Paper
https://arxiv.org/abs/1612.08242?context=cs
  


	57. Better
YOLO9000은 Batch Normalization  도입 및 이미지 입력
해상도를 높임으로서 mAP(Mean Average Precision)를
향상시켰습니다. 또한 Anchor Box 개념을 도입하여 여러
크기의 Bunding Box를 만듦으로서 셀당 2개의 Bounding
Box만 만들던 YOLO의 한계를 극복하였습니다.
Anchor Box 방식을 사용하게 되면 상당히 많은 Bounding
Box들을 선별해야 하는데 K-means 알고리즘을 사용하여
가장 적합한 Bounding Box의 후보군을 찾습니다.
Bounding Box의 중간 좌표 x,y값의 예측이 불안한 경우가
발생하였는데YOLO 저자는 이를 그리드셀의 상대 좌표를
활용하여 Bounding Box의 정확도를 높혔습니다.
 


	58. Faster & Stronger
Faster
이미지  객체 감지 알고리즘의 궁극적인 목표로 로보틱스
혹은 자율주행 분야에서 정확도와 속도가 중요함을 강조하며
YOLO9000의 성능 향상을 위해 저자는 GoogLeNet
신경망을 개조하여 속도를 향상 시켰으며, 분류 및 감지
학습에 특화된 알고리즘으로 만들었습니다.
Stronger
YOLO9000은 분류 데이터(Classification data)와 감지
데이터(Detection data)를 결합하여 학습하는 방식을
사용합니다. 감지된 객체의 종류를 잘 감지해내는지,
감지된 객체의 위치를 정확히 찾아내는지, 이 두 가지를
동시에 학습할 수 있는 데이터를 별도로 구하는 것은
어려운 일입니다.
WordTree 방식으로 Label을
분류
 


	59. Paper
https://arxiv.org/abs/1804.02767
  


	60. 개선된 점
FPN(Feature Pyramid  Network)을 사용하여
multi-scale에서 feature을 추출하고, shortcut connection을
활용한 DarkNet-53, class 예측시에 softmax 대신 개별
클래스 별로 logistic regression을 사용합니다. 기본
작동방식은 YOLOv2와 동일
YOLov3의 성능입니다. RetinaNet 논문에서 사용한
figure에서 YOLOv3을 추가했습니다. YOLOv3은 그래프를
벗어나 왼쪽에 위치해 있는데, 그만큼 빠르게 작동한다는
것을 의미
320x320 YOLOv3은 28.2mAP의 정확도로 22ms로 검출을
수행
 


	61. FPN(Feature Pyramid Network)
Object  Detection 분야에서 Scale-Invariant 는 아주 중요한 과제라고 한다. 예전에는 다양한 크기의 물체를 탐지하기 위해
이미지 자체의 크기를 리사이즈 하면서 물체를 찾았다고 한다. 이런 작업은 메모리 및 시간 측면에서 비효율적이기 때문에
Feature Pyramid Network (FPN) 이라는 방법이 등장하게 되었다.
이 방법은 각 레벨에서 독립적으로 특징을
추출하여 객체를 탐지하는 방법이다.
연산량과 시간 관점에서 비효율적이며
현실에 적용하기 어렵다는 단점이 있다.
컨볼루션 레이어가 스케일 변화에
로버스트 하기 때문에 컨볼루션
레이어를 통해서 특징을 압축하는
방식이다. 하지만 멀티 스케일을
사용하지 않고 한번에 특징을
압축하여 마지막에 압축된 특징만을
사용하기 때문에 성능이 떨어진다
서로 다른 스케일의 특징 맵을 이용하여 멀티
스케일 특징을 추출하는 방식. 각 레벨에서
독립적으로 특징을 추출하여 객체를
탐지하게 되는데, 이는 이미 계산 되어 있는
상위 레벨의 특징을 재사용 하지 않는다는
특징이 있다. 이는 SSD에서 사용된 방식.
Top-down 방식으로 특징을 추출하며,
각 추출된 결과들인 low-resolution 및
high-resolution 들을 묶는 방식이다.
각 레벨에서 독립적으로 특징을
추출하여 객체를 탐지하게 되는데
상위 레벨의 이미 계산 된 특징을
재사용 하므로 멀티 스케일 특징들을
효율적으로 사용 할 수 있다.
 


	62. Bounding Box Prediction
YOLOv3에서  bounding box를 예측하는 방법은 YOLOv2와
동일합니다. tx, ty, tw, th가 예측됩니다. 예측된 tx, ty는
시그모이드 함수를 거쳐서 범위가 0~1으로 제한됩니다.
그리고 cx, cy와 더해져 바운딩박스가 됩니다 cx, cy는 객체를
포함하고 있는 grid cell의 좌표입니다. tw, th는 지수승로
사용되어 pw, ph와 곱해집니다. pw, ph는 이전 바운딩박스의
너비와 높이입니다. 이처럼 다양한 정규화 기법으로
바운딩박스가 한번에 업데이트 되는 범위를 제한하여 학습이
안정적으로 되게 합니다.(YOLOv2에 자세한 내용이
나와있습니다.) 학습동안 SSE(sum of squared error loss)를
사용합니다.
objectness score(객체를 포함하면 1, 그렇지 않으면 0)은
logistic regression을 사용하여 예측됩니다. 만약
바운딩박스가 다른 바운딩박스 보다 ground-truth와의 높은
IOU를 지니면 1이 됩니다. 하나의 바운딩박스가 ground
truth에 할당됩니다.
 


	63. Class Prediction &  Prediction Across Scales
Class Prediction
각 박스는 바운딩 박스의 class를 예측합니다. softmax를 사용하지 않습니다. 대신에 binary cross-enrtopy loss를 사용한
독립적인 logistic classfier를 사용합니다. 이 방법이 더 복잡한 데이터셋(Open images Dataset)으로 YOLO를 학습하는 데에
도움을 준다고 합니다.
Prediction Across Scales
3개의 다른 scale이 사용됩니다. FPN과 같이 특징은 feature pyramid에서 추출됩니다. 3개의 scale이 사용되므로 3개의
pyramid의 level에서 특징을 추출한다는 의미가 됩니다.
Darknet-53에 여러 convolutional layer를 추가합니다. 추가된 convolutional layer은 feature pyramid를 생성하기 위한 용도로
이용됩니다.(upsampling). 최종 feature map에 upsampling을 2번 합니다. 3개의 scale을 사용하므로, 최종 feature map과
이전 2개의 feature map은 upsampled된 feature map과 통합합니다. FPN과 유사한 방식으로 더 풍부한 정보를 활용합니다.
COCO dataset에 대하여 각 scale에서 3개의 박스를 사용합니다. 출력값은 NxNx[3x(4+1+80)]이 됩니다. 4는 바운딩박스
offset, 1은 objectness prediction, 80은 class prediction 입니다. N은 grid의 크기입니다. anchor 박스를 생성할 때 k-means
clusterung을 사용합니다. 3개의 scale에서 3개의 box를 사용하므로 9개의 anchor 박스가 필요합니다. COCO dataset에
k-means clustering을 적용했을 때, (10x13), (16x30), (33x23), (30x61), (62x45), (59x119), (116x90), (156x198), (373x326)
박스가 생성되었습니다.
 


	64. Feature Extractor
YOLOv3은 backbone  network로 DarkNet-53을 사용합니다.
DarkNet-53은 53개의 convolutional layer로 이루어져 있고,
ResNet에서 제안된 shortcut connection을 사용
ImageNet dataset에서의 Darknet-53의 성능
ResNet-101과 비교했을 때, Darknet-53이 더 나은 성능을
보입니다. 약 1.5배 더 빠릅니다.
 


	65. Paper
https://arxiv.org/abs/2004.10934
  


	66. 개선된 점
YOLOv4는 YOLOv3보다  성능이 10%~12% 향상되었음을 보여줍니다. 그만큼 객체 감지 관련 기술들이 상당한 발전을
이루었음을 확인할 수 있습니다. YOLOv4는 다음과 같은 부분에 대한 기여를 하였습니다.
1. 단일 GPU만으로도 빠르고 정확한 객체 감지 모델을 학습시킬 수 있음.
2. Bag-of-Freebian과 Bag-of-Specials 방법과 같은 최신 객체 감지 학습 방법들을 도입.
3. CBN(Cross-iteration batch normalization), PAN(Path aggregation Network), SAM(Spatial Attention Module)등과
같은 알고리즘을 활용하여 인공신경망의 학습 향상에 효율적이고 적합하게 구성
 


	67. 구조
Backbone: 딥러닝 모델의  입력값에 대하여 학습하고자 하는 특성을 추출하는 역할을 합니다. YOLOv4에서는
CSPDarknet53을 채택하였습니다.
Neck: 다양한 크기의 feature map을 수집하기 위해 block을 추가하거나, bottom-up path와 top-down path를 집계하는 방법을
사용합니다. YOLOv4에서는 SPP와 PAN을 사용합니다.
Head: 딥러닝 알고리즘의 전반적인 구조를 구분하는 방법으로 One-Stage Detector와 Two-Stage Detector가 있습니다. 각
방식은 객체 감지 과정에서 모든 과정을 단 한번에 수행시 One-Stage Detector로, 전체 과정을 두 단계로 진행하는 경우
Two-Stage Detector로 언급합니다. YOLOv4의 경우 YOLOv3와 같이 One-Stage Detector로 구성되어 있습니다.
https://herbwood.tistory.com/24
 


	68. Segmentation
  


	69. Image Segmentation
● Semantic  segmentation
: 아래 사진과 같이 segmentation을 진행할 때, class가 같다면
구분하지 않고 같은 영역 혹은 색으로 분할합니다.
같은 클래스의 다른 개체들이어도구분을 하지 않습니다. 아래
사진에서도 각기 다른 사람 5명이 있지만 "person"이라는 같은
클래스이므로하나로 봅니다. FCN에서는 각 픽셀별로 해당
클래스를 계산하고 픽셀별로 색을 칠해 Sematic segmentation을
진행합니다.
● Instance segmentation
: class가 같더라도 다른 개체라면 이를 구분해 인식합니다. 아래
사진처럼 5명 모두 "person"이라는 같은 class지만, instance로
인식해 각자 다르게 영역 혹은 색으로 분할 해줍니다. 해당
논문에서는 object detection과 sematic segmentation을 힙쳐놓은
task라고도 설명합니다.
Mask RCNN에서는 ROI 내에서 각 클래스별로 instance인지를
구분하는 mask를 씌워준다.
그 후 classification layer를 통해 계산된 classfication에 대해
instance가 있다고 판단된 픽셀들에 색을 칠해 Instance
segmentation을 수행한다.
 


	70. Paper (U-Net)
https://arxiv.org/abs/1505.04597
  


	71. U-Net의 특징
U-Net은 Biomedical  분야에서 이미지 분할(Image Segmentation)을 목적으로 제안된 End-to-End 방식의 Fully-Convolutional
Network 기반 모델, 네트워크 구성의 형태(‘U’)로 인해 U-Net이라는 이름이 붙여짐
Contracting Path
입력 이미지의 Context포착을 목적으로
구성
FCNs처럼 VGG-based Architecture
Expanding Path
세밀한 Localization을 위한 구성
높은 차원의 채널을 갖는 Up-Sampling
얕은 레이어의 특징맵을 결합
 


	72. Paper (FCN)
https://arxiv.org/abs/1411.4038
  


	73. FCN의 출현 배경
FCN은  Semantic Segmentation 모델을 위해 기존에 이미지 분류에서 우수한 성능을 보인 CNN 기반 모델(AlexNet, VGG16,
GoogLeNet)을 목적에 맞춰 변형시킨 것
Semantic Segmentation 관점에서는 fc layer가 갖는
한계점
이미지의 위치 정보가
사라진다.
입력 이미지 크기가
고정된다.
Dense layer에 가중치 개수가 고정되어 있기 때문에 바로 앞 레이어의
Feature Map의 크기도 고정되며, 연쇄적으로 각 레이어의 Feature
Map 크기와 Input Image 크기 역시 고정됨
 


	74. FCN의 특징
Segmentation의 목적은  원본 이미지의 각 픽셀에 대해 클래스를 구분하고 인스턴스 및 배경을 분할하는 것으로 위치 정보가
매우 중요하다.
이러한 fc-layer의 한계를 보완하기 위해 모든
fc-layer를 Conv-layer로 대체하는 방법을
차용
 


	75. 첫 번째 fully-connected  layer를 (7x7x512) 4096filter conv로
변경하면 가중치의 수가 유지된다.
VGG16에서 다섯 번째 max-pooling(size: 2x2, stride: 2) 연산 후 Feature map의 크기는 7x7이
된다.
(입력 이미지의 크기가 224x224 인 경우)
Convolutionalization을 통해 출력 Feature map은 원본
이미지의 위치 정보를 내포할 수 있게 되었다. 그러나
Semantic segmentation의 최종 목적인 픽셀 단위 예측과
비교했을 때, FCN의 출력 Feature map은 너무 coarse(거친,
알맹이가 큰) 하다.
따라서, Coarse map을 원본 이미지 크기에 가까운 Dense
map으로 변환해줄 필요가 있다. 적어도 input image size *
1/32 보다는 해상도가 높을 필요가 있다.
 


	76. Deconvolution
Coarse map에서 Dense  map을 얻는 몇 가지 방법이 있다.
1> Interpolation 2> Deconvolution 3> Unpooling 4> Shift and stitch
물론 Pooling을 사용하지 않거나, Pooling의 stride를 줄임으로써 Feature map의 크기가 작아지는 것을 처음부터 피할 수도
있다. 그러나, 이 경우 필터가 더 세밀한 부분을 볼 수는 있지만 Receptive Field가 줄어들어 이미지의 컨텍스트를 놓치게
된다. 또한, Pooling의 중요한 역할 중 하나는 특징맵의 크기를 줄임으로써 학습 파라미터의 수를 감소시키는 것인데, 이러한
과정이 사라지면 파라미터의 수가 급격히 증가하고 이로인해 더 많은 학습시간을 요구하게 된다. 따라서, Coarse Feature
map을 Dense map으로 Upsampling하는 방법을 고려해야 한다.
Bilinear Interpolation
 


	77. Backwards convolution
Dense prediction을  위한 Upsampling 방법에는 Bilinear interpolation처럼 정해진 방법만 있는 것은 아니다. 즉,
Up-sampling도 학습이 가능하다 Stride가 2이상인 Convolution 연산의 경우 입력 이미지에 대해 크기가 줄어든 특징맵을
출력한다.
이것은 Down-sampling에 해당한다.Convolution 연산을 반대로 할 경우 자연스럽게 Up-sampling 효과를 볼 수 있다.
또한, 이 때 사용하는 Filter의 가중치 값은 학습 파라미터에 해당한다.
 


	78. FCNs에서는 Bilinear interpolation과  Backwards convolution 두 가지 방법을 사용하여 Coarse Feature map으로부터 Dense
prediction을 구했다. 초기 Segmentation을 위한 모델은 다음과 같이 VGG모델을 컨볼루션화한 구조에 Bilinear interpolation
작업을 더함으로써 얻을 수 있다.
마지막 레이어에 Up-sampling 연산을 추가해 Dense prediction을
처리함
이 처럼, Interpolation을 통해 coarse map에서 dense map을 도출할 수 있었지만 근본적으로 feature map의 크기가 너무
작기 때문에 예측된 dense map의 정보는 여전히 거칠수 밖에 없다. 무려 Stride가 32인 Up-sampling 과정에서 얼마나 많은
정보가 손실될 지를 생각해보면 당연한 결과이다. 보다 정교한 Segmentation을 위해서 추가적인 작업이 필요한 이유다.
 


	79. Paper (Skip Architecture)
https://openaccess.thecvf.com/content_CVPRW_2019/papers/Media%20Forensics/Mazaheri_A_Skip_Connection_Architec
ture_for_Localization_of_Image_Manipulations_CVPRW_2019_paper.pdf
  


	80. Skip Architecture
본 논문에서는  정확하고 상세한 구분(Segmentation)을 얻기 위해 Deep & Coarse(추상적인) 레이어의 의미적(Semantic)
정보와 Shallow & fine 층의 외관적(appearance) 정보를 결합한 Skip architecture를 정의한다.
시각화 모델을 통해 입력 이미지에 대해 얕은 층에서는 주로
직선 및 곡선, 색상 등의 낮은 수준의 특징에 활성화되고,
깊은 층에서는 보다 복잡하고 포괄적인 개체 정보에
활성화된다는 것을 확인할 수 있다. 또한 얕은 층에선 local
feature를 깊은 층에선 global feature를 감지한다고 볼 수
있다. FCNs 연구팀은 이러한 직관을 기반으로 앞에서 구한
Dense map에 얕은 층의 정보를 결합하는 방식으로
Segmentation의 품질을 개선하였다.
 


	81. 각 Pooling에 Prediction을  위해 추가된 Conv layer의 필터는 0으로, Trainable Backwards convolution은 Bilinear
interpolation으로 초기화한 후 학습을 진행하였다. 이러한 Skip Architecture를 통해 다음과 같이 개선된 Segmentation 결과를
얻을 수 있다.
 


	82. Architecture Detail
  


	83. Skip Architecture
The Expanding  Path
2x2 convolution (“up-convolution”)
3x3 convolutions을 두 차례씩 반복 (패딩 없음)
Up-Conv를 통한 Up-sampling 마다 채널의
수를 반으로 줄임
활성화 함수는 ReLU
Up-Conv 된 특징맵은 Contracting path의
테두리가 Cropped된 특징맵과 concatenation
함
마지막 레이어에 1x1 convolution 연산
위와 같은 구성으로 총 23-Layers Fully
Convolutional Networks 구조이다.
주목해야 하는 점은 최종 출력인 Segmentation
map의 크기는 Input Image 크기보다 작다는
것이다. Convolution 연산에서 패딩을
사용하지 않았기 때문이다.
 


	84. Overlap-Tite Input
Fully Convolutional  Network 구조의 특성상 입력 이미지의 크기에 제약이 없다. 따라서 U-Net 연구팀은 크기가 큰 이미지의
경우 이미지 전체를 사용하는 대신 overlap-tite 전략을 사용하였다.
위와 같이 이미지를 타일(Tile; Patch)로 나눠서 입력으로
사용한다. 파란 영역의 이미지를 입력하면 노란 영역의
Segmentation 결과를 얻는다.
다음 tile에 대한 Segmentation을 얻기 위해서는 이전 입력의
일부분이 포함되어야 한다. 이러한 이유로 Overlap-Tite
전략이라 칭한다.
 


	85. 이미지의 경계 부분  픽셀에 대한 세그멘테이션을 위해 0이나 임의의 패딩값을 사용하는 대신 이미지 경계 부분의 미러링을
이용한 Extrapolation 기법을 사용하였다.
원본 이미지의 경계부분이 거울에 반사된 것 처럼 확장되어
있다.
 


	86. Touching cells separation
세포  분할(Segmentation) 작업에서 주요한 과제 중 하나는 동일한 클래스의 접촉 개체를 분리하는 것이다.
이미지 c, d와 같이 각 세포 사이의 경계를 포착할 수 있어야
한다.
이를 위해 학습 데이터에서 각 픽셀마다 클래스 분포가 다른
점을 고려하여 사전에 Ground-Truth에 대한 Weight map을
구해 학습에 반영하였다.
Weight map to balance the class frequencies
The distance to the border of the nearest cell
The distance to the border of the second nearest cell
 


	87. Training
네트워크의 출력 값은  픽셀 단위의 Softmax로 예측된다. 즉, 최종 특징 맵(채널 k)에 대한 픽셀 x의 예측 값은 다음과 같이
계산된다.
a(x)는 픽셀 x의 activation, K는 클래스의 수
따라서, Loss Function은 Cross-Entropy 함수가 사용된다. 다만 Touching Cells 분리를 고려하기 위해 Weight map Loss가
포함된다.
● Momentum : 0.99
● Gaussian distribution 학습 파라미터
초기화
 


	88. Paper (UNet++)
https://arxiv.org/abs/1807.10165
  


	89. UNet++이 U-Net과 다른  점
UNet++가 U-Net과 다른 점은 re-designed skip pathway를 설계하였다는 것입니다. 이는 encoder와 decoder feature map
사이에 semantic gap을 줄여 optimizer가 더 쉽고 빠르게 학습이 된다는 것 입니다. 이 논문에서는 다양한 의료 영상에 대해서
segmentation을 진행하였고, U-Net이나 wide U-Net보다 UNet++가 더 낫다는 것을 증명하였습니다.
UNet++의 기저에 있는 가설은 encoder로부터의 high-resolution feature map이 점진적으로 semantically rich한 다른 feature
map과 합쳐졌을 때 fine-grained detail을 더 잘 capture 할 수 있다는 것입니다.
그 이유는 점진적으로 feature map과 합쳐 졌을 때, encoder와 decoder 사이의 semantic gap은 줄어들 것이고, 그래서 더
학습하기 쉬운 task가 되기 때문입니다. 이는 plain skip connection을 사용해서 encoder와 decoder 사이의 semantically
gap을 연결시켜 줍니다.
1. Re-designed skip pathways : U-Net에서도 Skip-Connection을 해주는 부분이 있었지만, U-Net++에서는 DenseNet의
아이디어를 차용하여 Encoder(수축 경로)와 Decoder(확장 경로)사이의 Semantic(의미적) Gap을 연결시켜 줍니다.
2. Deep Supervisioin : 각 브랜치의 출력(빨간색 선으로 표시된 부분)을 평균해서 최종 결과로서 사용하는 방법
 


	90. Paper (UNet 3++)
https://arxiv.org/abs/2004.08790
  


	91. UNet 3++ 방법론
UNet  3+의 방법론은 encoder와 decoder 사이의 inter-connection 방식을 수정하고, 동시에 full scales로부터의 fine-grained details와
coarse-grained semantics 정보를 포착하기 위해서 decoder들 사이의 inter-conncection 방식을 도입합니다.
계층적 representation을 full-scale aggregated feature maps로부터 학습하기 위해서, 각 output를 hybrid loss function으로 연결하여 정확한
segmentation을 할수 있도록 합니다. 성능도 좋아졌지만 network parameters를 줄여서 computation efficiency도 향상시킵니다.
 


	92. UNet 3++의 특징
정리하자면  본 논문의 Contribution 4가지는 다음과 같습니다.
1) full-scale skip connections를 도입해서 multi-scale features를 전부 사용할 수 있는 UNet 3+ 모델을 고안
2) hybrid loss function 최적화하여 full-scale aggregated feature maps로부터 계층적 representation을 학습할 수
있도록 하는 deep supervision 사용
3) organ image가 아닌 image에 대해서 over-segmentation을 줄이기 위해 image-level 분류를 학습하는
classification-guided module 제안
4) liver & spleen dataset에 대해서 실험하여 UNet 3+가 기존 모델들에 비해 성능 향상을 이루었는지 확인
UNet 3+ 구조가 이전 두 구조와 다른 점은 skip-connections 방법을 수정하고, full-scale deep supervision을 사용해서 더
적은 parameters를 학습에 이용하고 이를 통해 segementation map에 더 정확한 위치 정보와 boundary를 보장할 수 있도록
하는 것입니다.
따라서 Full-scale Skip Connections와 Full-scale Deep Supervision이 UNet 3+ 모델의 핵심입니다.
 


	93. Full-scale Skip Connections
본  논문에서 제안된 full-scale skip connections 방식은
encoder와 decoder 사이의 skip connections를 수정하면서
동시에 decoder 간의 skip connections을 추가합니다.
그렇게 하는 이유는 기존 모델 UNet과 UNet++이 full
scales로부터 충분한 정보를 획득하지 못해서 organ의
위치와 boundary를 정확하게 분리해내지 못했기
때문입니다.
이를 극복하기 위해서 UNet 3+는 각 decoder layer에 더
작거나 같은 스케일의 encoder feature maps와 더 큰
스케일의 decoder feature maps를 함께 사용해서
fine-grained details와 coarse-grained semantics를
동시에 보장하게 됩니다.
 


	94. Fig 2에서는 3번째  decoder layer에서 어떻게 feature maps들이 결합되어
사용되는지를보여줍니다.
기존 UNet과 유사하게 3번째 decoder는 3번째 encoder로부터 feature
map을 받습니다. 하지만 추가로 더 낮은 scale 그러니까 1, 2번째
encoder로부터도 feature maps를 받습니다. 받을 때에는
non-overlapping max pooling 과정을 거칩니다.
뿐만 아니라, 더 큰 scale의 decoder로부터도 feature maps를 받는데 이
경우에는 4, 5번째 decoder로부터 feature maps를 받게됩니다. 이 때는
bilinear interpolation을 사용하게 됩니다.
그렇게 모인 5개의 feature maps를 통합하는데 불필요한 정보를 줄이면서
채널의 수를 통합합니다. 이 경우에는 3x3 크기의 64개의 Convolutional
필터를 사용하는걸 알 수 있습니다.
얕고 깊은 정보들을 매끄럽게 통합하기 위해서 feature aggregation
mechanism을 거치게 되는데 위 그림에서 확인할 수 있듯이 3x3 크기의
320개의 Convolutional 필터를 거치고 Batch Normalization, ReLU
활성화함수를거치는 것을 볼 수 있습니다.
 


	95. Full-scale Deep Supervision
Full-scale  aggregated feature maps로부터 계층적인 representations를 학습하기 위해서 full-scale deep supervision이
채택됐습니다.
이는 UNet++에서 full-resolution feature map을 만들기위해 사용되었던 deep supervision과 다르게, 각 decoder
stage로부터 나오는 side output에 ground truth와의 supervision을 한 것입니다.
방법은 각 decoder stage의 마지막 layer에 3x3 convolution layer, bilinear up-sampling, sigmoid function을 거치는
것입니다.
추가로 organ의 boundary를 더 정확하게 분리하기 위해서,
본 논문은 multi-scale structural similarity index (MS-SSIM) loss function을 제안합니다.
해당 손실함수는 fuzzy boundary에 더 높은 가중치를 주는 역할을 수행합니다.
이를 통해 지역적 분포 차이가 커질수록, MS-SSIM 값이 커지도록하여 흐릿한 경계에 더 집중하게 됩니다.
 


	96. Classification-guided Module(CGM)
대부분의 medical  image segmentations에서 non-organ
image에 대한 false-positives는 발생하게 됩니다.
이유는 얕은 층에 남아있는 배경에서 noisy 정보를
담고있고 over-segmentation을 야기하기 때문입니다.
따라서 본 논문의 저자는 이를 해결하고자 추가적인
classification을 수행하게 됩니다.
방법은 Fig. 3에 나타나듯이, 마지막 decoder를 Dropout,
1x1 Conv, maxpooling, sigmoid를 거치게 하여 2차원
tensor를 만들고 이를 통해 각 decoder에서 나온 feature
map에서 organ이 있는지 없는지를 분류하게 됩니다.
이는 binary classification하는 간단한 문제이기에
module이 단순하게 Binary Cross Entropy loss
function을 최적화하여 정확한 분류 결과를 도출합니다.
따라서 non-organ image의 over-segmentataion 문제에
대한 해결책이 됩니다.
 


	97. 실험 결과
UNet 3+가  기존 두 모델보다 성능도 좋고 더 적은
Parameter를 학습에 사용함을 알 수 있습니다. 나아가
Full-scale Deep Supervision을 사용한 모델이 같은 수의
Parameter를 학습에 사용함과 동시에 더 발전된 성능을
보이는 것을 알 수 있습니다.
모든 모델들은 Vgg-16과 ResNet101 기반으로
짜여졌습니다.
 


	98. Paper (Residual U-Net)
https://arxiv.org/abs/1711.10684
  


	99. Paper (Eff-UNet)
https://openaccess.thecvf.com/content_CVPRW_2020/papers/w22/Baheti_Eff-UNet_A_Novel_Architecture_for_Semantic_
Segmentation_in_Unstructured_Environment_CVPRW_2020_paper.pdf
  


	100. Thank You
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